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El nombre de inteligencia artificial (IA) fue acuñado 
durante la conferencia organizada por Marvin Minsky, 
John McCarthy y Claude Shanon en 1956, en Dart-
mouth. Este evento puede considerarse el punto de 
arranque de la IA como nuevo campo científico. (1) 
Podemos definir a la IA como “la actividad generada 
por una máquina que imita las funciones intelectuales 
y de conocimiento que los humanos asociamos a la 
inteligencia humana, tales como el razonar, aprender 
y solucionar problemas”.

En los últimos años, la IA ha presentado un poten-
cial de desarrollo espectacular, y ha derivado en una 
revolución similar a la que generó en el siglo XIX la 
revolución industrial. La IA invade gran parte de nues-
tras actividades diarias; así, Andrew Ng, expresando 
su futura ubicuidad, la define como “la electricidad del 
siglo XXI”. Este autor considera que hay tres áreas de 
acción imparables para la IA: las computadoras con 
las que podamos hablar, los coches automáticos sin 
conductor y la participación de la IA en el área de la 
sanidad. No hay duda de que una de las más prome-
tedoras áreas de avance de la IA es su aplicación en 
el campo de la salud y en muy diferentes aspectos, 
incluyendo la gestión y planificación, la realización de 
los informes, el almacenamiento de la información, el 
diagnóstico o su uso en combinación con los Big Data 
que permitirán reclasificar en nuevos subgrupos a muy 
diferentes patologías. Todo este cambio nos lleva a una 
transformación futura de la información y su uso en 
el ámbito médico, con la creación de una manera de 
ver, hacer y gestionar que podríamos definir como una 
“nueva forma del saber y quehacer médico”.

Dentro de las aplicaciones en el área de la salud, una 
de las más prometedoras es la de la imagen médica, que 
ha tenido un espectacular crecimiento en los últimos 
cinco años. Una manera muy gráfica de ver el interés 
que genera el uso de cualquier avance en medicina es 
seguir el número de publicaciones en PubMed de una 
determinada técnica. En 2005 se publicaban 70 trabajos 
de IA en imagen médica, 10 años después, el número 
ascendía a casi 900 y actualmente estamos alrededor de 
las 2500 publicaciones. Recientemente, E. Topol anali-
zaba cuáles serían las 10 tecnologías con más impacto y 
aplicación en el área de la salud en los próximos años, y 
sugería que el diagnóstico por imagen ocupaba el cuarto 

avance más importante en los cambios en tecnología de 
salud del futuro próximo. (2) Las técnicas implicadas 
son muy variadas por especialidad, pero de una mane-
ra global, es la cardiorresonancia magnética nuclear 
(CRMN) y la tomografía computarizada (TC) las que 
lideran este cambio, seguidas por los ultrasonidos. 
Aunque la neurorradiología y el sistema musculoes-
quelético han sido las especialidades que antes se han 
incorporado a la investigación en IA, la cardiología se 
ha incorporado con fuerza más recientemente, teniendo 
un próximo recorrido espectacular.

El uso de la IA en imagen médica y, específicamente, 
los métodos de “machine learning”, pueden significar 
un aumento de las capacidades diagnósticas, así como 
la seguridad en la obtención de la información sobre 
la anatomía y función cardíaca, que puede modificar 
el futuro de su uso en nuestra práctica diaria. Es im-
portante que sepamos reconocer la definición de cada 
una de las modalidades de IA:

INTELIGENCIA ARTIFICIAL: MACHINE LEARNING Y DEEP 
LEARNING 

Dentro de la IA, el campo del machine learning recoge 
la capacidad de aprender de la máquina por sí misma, 
usando grandes conjuntos de datos, y con mínima su-
pervisión. Por tanto, en lugar de reglas fijas escritas 
en código, el machine learning permite que las com-
putadoras aprendan por sí mismas. Un ejemplo bien 
conocido es el DeepMind de Google, que consiguió ga-
narle al campeón del mundo de go, aplicando técnicas 
de machine learning y entrenándose con una gran base 
de datos que recogía jugadas de expertos en el juego. 
Este tipo de aprendizaje aprovecha la potencia de cál-
culo de los ordenadores actuales, que pueden procesar 
fácilmente grandes conjuntos de datos en poco tiempo. 
Un ejemplo típico del uso del machine learning es la 
detección de spam por los ordenadores en la selección 
de correo electrónico. A la máquina le proporcionamos 
información de los correos electrónicos que recibimos 
por mail y consideramos spam, y a partir de allí, la 
máquina aprende a distinguirlos.

Un salto importante nace a partir del año 2010, en 
el que la máquina aprende directamente de los datos, 
sin ningún tipo de supervisión humana, proceso que 
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conocemos como “deep learning” o aprendizaje profun-
do. El deep learning se basa en la utilización de redes 
neuronales cuyo diseño se asemeja al cerebro humano, 
más específicamente, a la utilización de las conexiones 
neuronales de la retina humana. Una red neuronal 
puede aprender de los datos, de manera que se puede 
entrenar para que reconozca patrones, clasifique datos 
y pronostique eventos futuros.

De una manera simple, una red neuronal agrupa 
las neuronas en diferentes tipos de capas: capa neu-
ronal de entrada, capas neuronales ocultas y capas de 
salida. Las unidades conectadas al ambiente externo 
se designan como unidades de entrada o capa neuronal 
de entrada. Existirá igualmente una capa neuronal de 
salida que da la respuesta del sistema. Otras unidades 
(neuronas) simplemente están conectadas entre sí y no 
tienen relación directa con la información de entrada 
ni con la de salida del sistema, por lo que se denominan 
unidades ocultas. 

Un ejemplo sencillo de cómo funcionaría una red 
neuronal lo podemos ilustrar con el cálculo del precio de 
un billete de avión. Podemos hacer una red con cuatro 
neuronas en la capa de entrada, cada una dedicada a 
una pregunta específica: ciudad, compañía, fecha de 
la reserva y clase de vuelo (turista o ejecutiva). Las 
capas de entrada pasan la información a la siguiente 
capa o capa oculta, que realiza una serie de cálculos y 
los pasa a las siguientes capas. Cada conexión entre las 
neuronas se asocia a un peso o “importancia” del dato, 
en el ejemplo, al tipo de billete le damos más peso que 
a la fecha de la reserva; finalmente, la capa de salida 
nos da una predicción de precios. Si erramos, la má-
quina va haciendo pruebas de ensayo hasta ajustarse 
a la mejor solución. Un punto básico es entrenar a la 
máquina con precios reales de billetes, para que pueda 
tomar referencias de la realidad.

Hay tres diferentes tipos de redes neuronales, cada 
una con diferente tipo de aplicación: la red neuronal 
profunda, que se utiliza básicamente en el tratamiento 
de texto; la red neuronal recurrente, que se utiliza en 
tipos de datos secuenciales, por ejemplo, el valor de la 
acción de una empresa, que va a depender del valor 
del día anterior, y, por último, la red neuronal convo-
lucional, que es la más utilizada en el tratamiento de 
imagen. Con las redes neuronales convolucionales se 
simplifica la imagen inicial pasando sobre esta una serie 
de filtros. Una vez que la máquina define un algoritmo 
de cálculo, es necesario un paso muy importante, que es 
el de probar y rectificar el algoritmo automáticamente.

INTELIGENCIA ARTIFICIAL EN IMAGEN MÉDICA 
CARDÍACA

Sin duda, una de las áreas más prometedoras dentro 
de las aplicaciones de la IA es su utilización en ima-
gen médica cardíaca. Las aplicaciones son múltiples 
y abarcan la planificación de los estudios, la mejora 
en el almacenamiento de la información, la cate-
gorización de la importancia y el significado de los 

datos, el diagnóstico de la enfermedad, la mejora en 
el pronóstico basada en la medicina personalizada, la 
combinación con datos de genómica y otros muchos 
rubros. Queramos o no, el flujo de trabajo se va a 
modificar en las áreas radiológicas o directamente de 
imagen cardíaca implicadas dentro de los servicios de 
cardiología. Es interesante dar una pincelada de los 
cambios que se avecinan en nuestra área de trabajo 
como expertos en imagen.

APLICACIONES DE LA IA EN TC CARDÍACA 

De una manera cada vez más importante, la TC se 
va incorporando en nuestra práctica clínica, más aún 
con la realización de los estudios de baja radiación. La 
información proporcionada por la TC en la enfermedad 
coronaria tiene muchísimos frentes de acción, que van 
desde la detección de la grasa pericárdica o el análisis 
del score de calcio hasta los más sofisticados cálculos 
de la reserva de flujo coronario fraccional (FFR). Las 
técnicas de inteligencia artificial se han incorporado a 
todos los escenarios en los que la TC puede jugar un pa-
pel diagnóstico en la enfermedad coronaria. Así, el score 
de calcio es un parámetro definitivamente útil para 
una mejor valoración del riesgo coronario. Observando 
los casos incluidos en el conocido estudio CONFIRM, 
Al’Aref y cols. analizaron recientemente diferentes 
modelos predictivos de enfermedad coronaria con la 
utilización de machine learning y los compararon con 
el modelo clásico de variables clínicas. (3) La conclusión 
fue que el modelo obtenido con el machine learning y el 
score de calcio lograba la mejor precisión y fue superior 
al resto de los modelos analizados. 

El cálculo de la gravedad de la lesión obstructiva 
es uno de los retos de la TC. Kang (4) demuestra por 
primera vez que utilizando algoritmos de support vector 
machine, es posible determinar la gravedad de la lesión 
con una alta sensibilidad (93%) y especificidad (95%). 
Igualmente, se ha confirmado que los complicados 
cálculos de computación para obtener con TC el valor 
de la FFR pueden ser abordados de una manera más 
sencilla con la utilización de la IA. (5,6) Por último, 
recientemente se ha comprobado que con la utilización 
del deep learning, es posible la cuantificación automá-
tica del tejido adiposo torácico y epicárdico, con unas 
correlaciones excelentes con la segmentación realizada 
por el experto. (7)

APLICACIONES EN CRMN

Uno de los aspectos en los que más se ha trabajado en 
el mundo de la resonancia magnética en cardiología 
es la obtención de mecanismos de segmentación de 
las imágenes que nos permiten el cálculo automático 
y rápido de la función ventricular. Hace solo cuatro 
años, el NIH lanzaba el reto a los expertos en imagen 
cardíaca de buscar algoritmos que, de una manera 
fiable, utilizasen la IA para el cálculo de los volúme-
nes del VI y la fracción de eyección. Solo dos años más 



 INTELIGENCIA ARTIFICIAL EN IMAGEN CARDÍACA / García Fernández, Miguel Angel. 493

tarde, la FDA daba su aprobación a estos métodos de 
cálculo automático. Muy recientemente, un análisis 
multicéntrico y con diferentes máquinas confirmó que 
las mediciones de la función ventricular con machine 
learning presentan una precisión similar a la que se 
tiene cuando utilizamos la medida humana con la más 
exquisita y refinada de las técnicas. (8) Lo más llamati-
vo de ese trabajo es que hacer la medida de la función 
ventricular le tomó a la máquina 0,007 minutos, lo que 
implica que fue 186 veces más rápida (¡!) que la medida 
realizada por el humano.  

El cálculo de la función ventricular derecha es 
otro de los grandes retos de las técnicas de imagen, 
y hay suficiente información para definir la utilidad 
de la técnica de IA en la segmentación del ventrículo 
derecho y en la medida de parámetros vinculados con 
su función. (9)

Ecocardiografia e IA

La ecocardiografia es, sin duda, la técnica diagnóstica 
más utilizada en el campo de la cardiología. La apli-
cación de la inteligencia artificial viene a completar 
algunas de sus limitaciones y abre campos dirigidos a 
un uso más eficiente de aquella. El punto de partida 
para una valoración y análisis del ecocardiograma con 
inteligencia artificial es el enseñarle a reconocer en qué 
modo y plano estamos trabajando. Así, Kamis y cols. 
(10) y Madani y cols. (11) confirman que utilizando 
algoritmos de machine learning y deep learning, se 
puede reconocer con exactitud el 95%-98% de los cortes 
obtenidos.

Un aspecto básico en ecocardiografia es la cuantifi-
cación, un campo en el que la utilización de la IA está 
dando pasos de gigante. Utilizando algoritmos de árbol 
de decisiones (random forest), el grupo de Chicago de 
R. Lang (12,13) ha demostrado la capacidad de obtener 
con precisión los bordes endocárdicos y, por tanto, los 
volúmenes de las cavidades, con valores comparables 
con los logrados con el considerado gold standard, 
la resonancia. En este sentido, todo el desarrollo del 
“heart model”, iniciado por el citado grupo de trabajo, 
ha sido realmente la primera introducción de la inte-
ligencia artificial en los equipos ecocardiográficos y 
su uso en nuestra práctica diaria. Por otra parte, se 
han creado algoritmos que permiten la medición de 
parámetros complejos como el cálculo automático del 
PISA tridimensional (14), medida tridimensional de la 
válvula mitral (15), o patrones de reconocimiento de la 
raíz aórtica y válvula aórtica en el espacio (16), que de 
nuevo consiguen más precisión en las mediciones y una 
mayor velocidad de cálculo. Muy recientemente, Asch 
y cols. (17) confirmaron que incluso la cuantificación 
con machine learning de la fracción de eyección sin 
utilización de los bordes endocárdicos, una especie de 
“eye ball” de la computadora, y, por tanto, sin la medi-
ción directa de los volúmenes, arroja valores similares 
y comparables con los que obtiene un panel de expertos 
con métodos tradicionales.   

El interés final de estas técnicas de IA es poder es-
tablecer un diagnóstico definitivo basado en la imagen 
en diferentes situaciones en las que este es de difícil 
realización y necesita de una gran experiencia por par-
te de quien lo realiza. Un ejemplo típico de esto es la 
distinción entre hipertrofia fisiológica o patológica del 
atleta. Así, se ha propuesto que el uso de inteligencia 
artificial con redes neuronales artificiales y árbol de 
decisiones es capaz de establecer el diagnóstico dife-
rencial entre estas dos entidades con una sensibilidad 
superior al 95% (18). Recientemente, Omar y cols. (19) 
han demostrado que la redes convolucionales se pueden 
utilizar para aumentar la seguridad diagnóstica de la 
ecocardiografía de estrés. Asimismo, Sengupta y cols. 
(20) han confirmado la utilidad de un algoritmo de 
machine learning para establecer la separación entre 
pericarditis constrictiva y miocardiopatía restrictiva, 
con una seguridad diagnóstica del 90%. De igual modo, 
Zhang hace un entrenamiento diagnóstico de las convo-
lutional neural networks sobre un conjunto de cerca de 
14000 estudios y demuestra que estas tienen precisión 
en el diagnóstico de la hipertensión arterial pulmonar, 
la amiloidosis y la miocardiopatía hipertrófica. (20)

No me cabe duda de que, en un futuro muy próxi-
mo, el experto que se siente a revisar un estudio de 
ecocardiografia se podrá encontrar, en un primer paso 
y antes de valorar el estudio, con todas las mediciones 
reportadas y analizadas por la máquina con IA, inclu-
yendo los cálculos obtenidos con 3D, que entonces sí 
entrarán en nuestra rutina. Este sorprendente esce-
nario significará una mayor seguridad en las medidas 
y la disminución en la variabilidad entre observadores, 
porque las máquinas trabajan infatigablemente en las 
mediciones, evitándose las posibles diferencias entre las 
medidas que surgen cuando el estudio lo lleva acabo un 
no experto. Habrá menor pérdida de tiempo en el aná-
lisis de datos rutinarios y se dispondrá de más tiempo 
para poder hacer lo que mejor hacemos los humanos, 
que es comparar, asociar, interrelacionar conceptos 
diagnósticos entre todas las vías de estudio del enfermo, 
incluyendo los datos de técnicas de imagen, historia 
clínica, ECG y exploración. 

APLICACIONES EN ESTUDIOS DE MEDICINA NUCLEAR

Los estudios con medicina nuclear para la valoración de 
la cardiopatía isquémica también han sido analizados 
con las técnicas de inteligencia artificial; hay mucha 
información en la literatura al respecto. Cabe destacar 
en este sentido los hallazgos de Betancur y equipo, que 
mostraron que las técnicas de machine learning para 
la valoración de la perfusión miocárdica exhibían una 
seguridad diagnóstica similar a la obtenida por dos 
expertos. (21,22) Igualmente, Arsanjani y cols. (23) 
demuestran que la técnica de machine learning predice 
con gran fiabilidad la revascularización precoz después 
de SPECT, y que, combinada con datos cuantitativos 
de perfusión y datos clínicos, mejora notablemente el 
diagnóstico de las técnicas. Igualmente, las técnicas 
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de IA aumentan el valor pronóstico de las alteracio-
nes funcionales registradas por medio de técnicas de 
PET-TC. (24)

RADIÓMICA E IMAGEN CARDÍACA

Un campo muy importante en el mundo de la IA es 
la radiómica (25), entendiendo como tal el análisis de 
la información medible y cuantificable contenida en 
las imágenes médicas como la TC o la CRMN y que 
no son detectables por el ojo humano. Su aplicación 
ha abierto un mundo en la medicina de precisión, 
fundamentalmente en oncología médica, para mejorar 
el diagnóstico y pronóstico de los pacientes (26,27). 
Hasta ahora, su aplicación en el mundo de la imagen 
cardíaca había sido muy sido limitada. Recientemente, 
Cetim y cols. (28) abren una vía realmente apasionan-
te al estudiar cambios en la textura de la imagen del 
miocardio en pacientes hipertensos, que no se pueden 
demostrar con el estudio clásico de anatomía y función 
del miocardio con CRMN. Los autores analizan con 
IA cerca de 700 (¡) datos de cada imagen de CRMN, 
que van desde la medidas clásicas de distribución de 
la escala de grises y sus relaciones espaciales hasta 
análisis estadísticamente muy complejos de las tex-
turas miocárdicas .Sorprendentemente, los autores 
confirman su hipótesis de que es posible separar por 
el análisis de radiómica con CRMN la afectación del 
miocardio en pacientes hipertensos mucho antes de 
que aparezcan las alteraciones estructurales clásicas 
y, por tanto, crear nuevos fenotipos de la enferme-
dad. Este estudio abre un escenario apasionante, al 
permitir reclasificar a los pacientes en un sinfín de 
patologías tales como hipertróficas, amiloidosis, en-
fermedad coronaria, afectación de diabetes y muchas 
más gracias al estudio de la radiómica del miocardio 
mediante el uso de IA.

Pero los conceptos de radiómica también pueden 
ser aplicados a la ecocardiografia (¿porque no Ecomi-
ca?). Efectivamente, más allá de la interpretación de 
las imágenes con nuestros ojos, tenemos los cambios 
que se producen en la deformación miocárdica me-
diante el análisis ecocardiográfico del strain miocár-
dico con speckle tracking. Estudios experimentales 
han demostrado que los cambios iniciales en el strain 
están producidos por alteraciones de la homeostasis 
del calcio, de tal manera que algún autor propone 
que realmente con su estudio podemos realizar una 
“biopsia digital” (29) ecocardiográfica. La suma 
de la información ecocardiográfica (incluyendo la 
deformación miocárdica) con los datos de laborato-
rio y los datos clínicos utilizando machine learning 
permitirían reclasificar en distintos fenogrupos a los 
pacientes con fracaso cardíaco y FE preservada. Estos 
estudios abren un campo nuevo a la reclasificación 
de estos pacientes, que podría tener muy importan-
tes consecuencias terapéuticas y extenderse a otras 
patologias.

HACIA DÓNDE VAMOS CON LA UTILIZACIÓN DE LA IA 
EN IMAGEN CARDIOLÓGICA

Cuando se habla de inteligencia artificial, específica-
mente en técnicas de imagen diagnóstica, siempre surge 
la pregunta de si los expertos en imagen son una “raza” 
médica lista para desaparecer ante la irrupción de las 
máquinas que diagnostican con más precisión que 
nosotros. Sin duda, la manera de trabajar en nuestro 
medio se va a modificar a medida que la IA se vaya 
incorporando a nuestra rutina. Pensemos que estamos 
en los albores del método, algo así como el modo M de la 
IA, y que el campo de desarrollo es inmenso. Pero creo 
que no tenemos que preocuparnos por la posibilidad de 
nuestro desplazamiento, todo lo contrario, debemos dar 
la bienvenida a esta herramienta, que va a ayudar al 
cerebro humano a ser más efectivo. Hay que recordar 
que nuestro cerebro tiene unas capacidades innatas de 
abstracción, razonamiento, sentido común e integra-
ción del conocimiento, y una de las grandes virtudes de 
la asociación de nuestros billones de neuronas es poder 
establecer patrones con niveles jerárquicos de conoci-
miento basados en nuestra experiencia previa. Esta 
manera de actuar de nuestro cerebro está muy lejos de 
poderse llevar a cabo utilizando la simplicidad de las 
redes neuronales artificiales que maneja un ordenador.

El creer que las máquinas que nosotros creamos van 
a sustituirnos es tener poca confianza en los cerebros 
que las han creado; todo lo contrario, las máquinas 
nos deberán liberar de labores que complican nuestra 
rutina, como otras máquinas a lo largo de la historia 
(desde la lavadora hasta las máquinas recolectoras del 
campo) nos han liberado de trabajos tediosos. Estas 
máquinas nos harán más efectivos, con más capacidad 
de resolución, con eliminación de cálculos complicados 
y tiempo malgastado, con exactitud en las mediciones, 
por lo que se eliminará la variable “experto o no exper-
to”. Tendremos más tiempo para dedicarnos a aquello 
en lo que realmente superamos a las máquinas: nuestra 
capacidad de abstraernos, de asociar ideas, de integrar 
e interrelacionar conocimientos y conceptos, apelando 
al sentido común. Finalmente, tendremos más tiempo 
para comunicarnos con el paciente como centro de 
nuestra profesión.

Estamos en la infancia del método y deberemos 
esperar a que los refinamientos en su uso definan su 
sitio en la clínica diaria, aunque sus primeros balbuceos 
prometen un porvenir espectacular.
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